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I) Introduction 

Qu'est-ce que le data Mining ? 

Extraction d’informations intéressantes (non triviales, implicites, préalablement inconnues et 

potentiellement utiles) à partir de grandes bases de données. C’est analyser les données pour 

trouver des patrons cachés en utilisant des moyens automatiques. 

C’est un processus non élémentaire de recherche de relations, corrélations, dépendances, 

associations, modèles, structures, tendances, classes (clusters), segments, lesquelles sont 

obtenues de grande quantité de données (généralement stockées sur des bases de données 

(relationnelles ou no)). Cette recherche est effectuée à l’aide des méthodes mathématiques, 

statistiques ou algorithmiques.  

Data Mining se considère comme un processus le plus automatique possible, qui part de 

données élémentaires disponibles dans un Data Warehouse à la décision. L’objectif principale 

de Dat Mining c’est de créer un processus automatique qui a comme point de départ les 

données y comme finalité l’aide à la prise des décisions. 

 

Data Mining versus KDD (Knowledge Discovery in Databses) 

O habituellement les deux termes sont interchangés. 

O KDD (Knowledge Discovery in Databses) : C’est le processus de trouver 

information et/ou partons utiles à partir de données. 

O Data Mining : C’est l’utilisation des algorithmes pour extraire information 

et/ou partons comme partie du processus KDD. 

Data Mining: C’est une partie du processus KDD 

Data Mining: Le cœur du processus d’extraction de connaissances. 
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Processus KDD 

 

Statistique vs Data mining 

 

O En statistique : 

O Quelques centaines d’individus 

O Quelques variables 

O Fortes hypothèses sur les lois statistiques  

O Importance accordée au calcul 

O Échantillon aléatoire. 

O En Data mining 

O Des millions d’individus 

O Des centaines de variables 

O Données recueillies sans étude préalable 

O Nécessité de calculs rapides 
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O Corpus d’apprentissage. 

 

Data Mining versus Data Warehouse  

Data warehouse est un entrepôt de données d’une entreprise qui contient quelques données 

opérationnelles, données agrégées (agrégations), données historiques, données évolutives et 

possiblement des données externe à l’entreprise qui ont une relation avec l’activité de 

l’entreprise. Ces données sont stockées dans une ou plusieurs base de données relationnelle et 

sont accessibles par toutes les applications orientées aide à la décision. 

Évidemment Data Warehouse et Data Mining sont deux choses très différentes. Data 

Warehouse est usuellement le point le départ de Data Mining.  Data Warehouse et Data 

Mining sont des parties du processus KDD. 

Qu'est-ce que le Data Warehouse 

 

Data Mining versus Machine Learning 

Machine Learning: C’est un sujet de l’intelligence artificielle (IA) qui s’occupe de la façon 

d'écrire des programmes qui peuvent apprendre. Dans Data Mining  machine learning est 

habituellement utilisés pour la prédiction et classification.Machine learning se divise en deux : 

Apprentissage supervisé (learn by example) et apprentissage non supervisé. 

Data Mining: sur quels types de données 

O Fichiers plats 

O BD’s relationnelles 

O Data warehouses 

BDD DataWarehouse 
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O BD’s transactionnelles 

O BD’s avancées 

O BD’s objet et objet-relationnelles  

O BD’s spatiales 

O Séries temporelles 

O BD’s Textes et multimedia 

O BD’s Hétérogènes  

O WWW (web mining) 

Data Mining: Intersection de multiples disciplines 

 

Applications par domaine 
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Pourquoi utiliser Data Mining ? 

O Problème de l’explosion de données 

Les outils automatiques de collecte de données font que les Bases de Données (BD’s) 

contiennent énormément de données (Ex : La base de données des transactions d’un super 

marché).  

O Beaucoup de données mais peu de connaissances !  

O Solution: Data warehousing et data mining 

 Data warehousing et OLAP (On Line Analytical Processing) 

 Extraction de connaissances intéressantes (règles, régularités, patterns, 

contraintes) à partir de données 

Tâches réalisées en Data Mining 

O Descriptives : consiste à trouver les caractéristiques générales relatives aux données 

fouillées  (Résumé/synthèse, Clustering, Règles d’association) 

O Prédictives : Consiste à utiliser certaines variables pour prédire les valeurs futures 

inconnues de la même variable ou d’autres variables (Séries temporelles, Régression, 

Classification). 
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O Clustering : (classification non supervisée, apprentissage non supervisé) : c’est 

similaire à la classification, sauf que les groupes no sont pas prédéfinies. L’objectif est 

de décomposer ou de segmenter un ensemble de données ou individus en groupes qui 

peuvent être disjoints ou non.  

O Les groupes se forment à base de la similarité des données o des individus en 

certaines variables.  

O Comme groupes suggérés (imposés) par les données, pas définis 

a priori   l'expert doit donner une interprétation des groupes qui se 

forment. 

 

O Méthodes : 

 K-means 

 Classification hiérarchique (groupes disjoints) 

 nuées dynamiques (groupes disjoints) 

 Classification pyramidale (groupes non disjoints) 

O Classification :(discrimination) : associer des données à des groupes prédéfinis 

(apprentissage supervisé) 

Trouver des modèles (fonctions) qui décrivent et distinguent des concepts pour de futures 

prédictions. 

O Méthodes :  

 Arbres de décision,  
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 règles de classification,  

 réseaux neuronaux. 

 

Régression :la régression est utilisée pour prédire les valeurs absentes d’une variable en se 

basant sur sa relation avec les autres variables de l’ensemble de données. 

O Régression linéaire, non linéaire, logistique, logarithmique, univariée, multivariée, 

entre d’autres. 

 

Règles d’association (analyse d’affinité) : connue comme (Link Analysis) se réfère à 

découvrir les relations non évidentes entre les données. 

O Méthodes : 

 Règles d’associations (association rules) 

 Analyse de corrélation et de causalité 

Business Intelligence 

Business Intelligence (BI) est un concept proposé par IBM, Microsoft, Oracle, … pour 

« Consolider la quantité gigantesque de données atomiques que les entreprises génèrent en 

information pour que les gens puissent les accéder, les comprendre et les utiliser » 

=> Présenter l’information dans des formats plus utiles, en utilisant des outils d’exploration, 

de reporting et de visualisation avancés. 
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Son but est d’améliorer les performances décisionnelles de l'entreprise en répondant aux 

demandes d’analyse des décideurs non informaticiens et non statisticiens  

Pyramide de la BI 

 

Historique 

 

O Le data mining n’est pas nouveau : 

 1875 : Régression linéaire 

 1936 : Analyse discriminante 

 1943 : Réseaux de neurone 

 1944 : Régression logistique 

 1984 : Arbres de décision 

 1990 : Apparition du concept de data mining 

 

 

 



13 
 

Cycle de vie d’un projet de Data Mining 

1. Apprentissage du domaine d’application : 

O Connaissances nécessaires et buts de l’application 

2. Création du jeu de données cible : sélection des données 

3. Nettoyage et prétraitement des données (jusqu’à 60% du travail !) 

4. Réduction et transformation des données 

O Trouver les caractéristiques utiles, dimensionnalité/réduction des variables 

5. Choix des fonctionnalités data mining 

O synthèse, classification, régression, association, clustering 

6. Choix des algorithmes 

7. Data mining : recherche de motifs (patterns) intéressants 

8. Évaluation des motifs et représentation des connaissances 

O visualisation, transformation, élimination des motifs redondants, etc. 

9. Utilisation des connaissances découvertes. 

Ce qui n’est pas de Data Mining 

O En générale Data Mining n'est pas basé sur des modèles déterministes. 

O  Un modèle déterministe ne fait intervenir aucune variable aléatoire. Les relations 

entre variables sont strictement fonctionnelles. 

Ce qui n’est pas de la fouille de données 

O En générale Data Mining est basé sur des modèles probabilistes. 

O Un modèle probabiliste est un modèle mathématique qui nous aide à prévoir le 

comportement des futures répétitions d’une expérience aléatoire en se basant sur 

l’estimation d’une probabilité d’apparition de cet évènement concret. 

  



14 
 

Chapitre 1 

Histoire et 

installation de R   
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II) Histoire et installation de R 

R est un clône gratuit du logiciel S-Plus commercialisé par MathSoft, 

développé par Statistical Sciences autour du langage S (conçu par les 

laboratoires Bell). 

S a été crée par le professeur  

John M. Chambers et son équipe de l’Université de 

Stanford. 

R a été créé par Ross Ihaka et Robert Gentleman à 

l’Université d’Auckland, Nouvelle Zélande, et est 

maintenant développé par la R Development Core Team. 

II.1 - R Project 

 

Installation de R 

1. Rendez-vous sur le site http://www.r-project.org/ 

2. Puis, à gauche sur la page d’accueil, vous trouverez un menu Download, Packages. 

Dans ce menu, cliquez sur CRAN. 

II.2 - Rstudio 

http://www.rstudio.com 

http://www.r-project.org/
http://www.r-project.org/
http://www.r-project.org/
http://www.r-project.org/
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II.3 - Rattle 

 

O Pour l’installer 

O install.packages(« rattle »,dependencies=TRUE) 

O Pour l’éxecuter : 

O library (rattle) 

O rattle () 

O  Site web : 

O http://rattle.togaware.com/ 

Interface de R sous Windows 

 

http://rattle.togaware.com/
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Interface de Rattle 

 

II.4 - FactoMineR 

O FactoMineR a été créé dans le département de Mathématiques Appliquées de: 

Agrocampus de l’Université de Rennes, France. 

O Vous avez la possibilité d’installer FactoMineR comme un package classique ou 

d'installer FactoMineR et son interface graphique afin de l'utiliser de façon plus 

conviviale:http://factominer.free.fr/index_fr.html 

O Pou installer FacoMineR GUI :source("http://factominer.free.fr/install-facto-fr.r") 

 

 

http://factominer.free.fr/index_fr.html
http://factominer.free.fr/index_fr.html
http://factominer.free.fr/index_fr.html
http://factominer.free.fr/index_fr.html
http://factominer.free.fr/index_fr.html
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Utilisationde FactoMineR sur Rcommander 

 

 

Introduction à Rcommander 

O Rcommander a été créé par John Fox et son équipe, c’est une interface graphique qui 

couvre la plupart d’analyses statistiques habituelles. 

C’est une manière d’utiliser R sans nécessité d’apprendre le code (utiliser). 
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Chapitre 2  

Analyse 

exploratoire  
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III) Analyse exploratoire (descriptive) 

Une variable est une propriété ou caractéristique d’un individu 

O Exemple : Couleur des yeux d’une personne, température, état civil, … 

O Une collection de variables décrivant à un individu 

On dit individu ou enregistrement, point, cas, objet, entité, exemple d’observation 

 

III.1 - Types de variables 

Qualitative : les variables représentent des catégories différentes au lieu des numéros. Les 

opérations mathématiques comme la somme et la soustraction n’ont pas de sens. 

O Exemples : couleur des yeux, niveau académique, adresse IP 

Quantitative : les variables sont les numéros  

O Exemple : poids, la température, le nombre d’enfants 
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III.1.1) Variables qualitatives 

 

 

III.1.2) Transformation d’une variable quantitative envariable qualitative 

Pour les variables discrètes : considérer que les valeurs prises par la variable sont les 

modalités de la variable qualitative (ordonnée)  

O Pour les variables continues : 

O  on divise l’intervalle [a ; b[ où varie la variable en un certain nombre 

d’intervalles [a ; x1[, [x1 ; x2[, [xi; x i+1[ … , [x p-1; b[ et  

O on dénombre pour chaque intervalle le nombre d’individus dont la mesure 

appartient à l’intervalle  

O  En règle générale, on choisit des classes de même amplitude.  

O Pour que la distribution en fréquence soit intéressante, il faut que chaque classe 

comprenne un nombre « suffisant » d’individus (ni) 

O Si la longueur des intervalles est trop grande, on perd trop d’information  

Il existe des formules empiriques pour établir le nombre de classes pour un échantillon de 

taille n  

O Règle de Sturge  

O Nombre de classes =1 + 3.3 log n  

O Règle de Yule  
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O Nombre de classes = 2.5√ n  

O  L’intervalle entre chaque classe est calculé par  

O   (b-a)/nombre de classes  

O  On calcule ensuite à partir de a les classes successives par addition.   

NB: il n’est pas obligatoire d’avoir des classes de même amplitude. Mais pas de 

chevauchement d’intervalle 

III.2 - Les données 

O Le point de départ est d’une table de données: 

 

Exemple 

 

III.3 - Nuage de points 
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Données pour les méthodes prédictives 

 

Exemple 

 

Comment lire des données en R? 

 

Fichier texte CSV 
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Chargement de données en Rattle 

 

III.4 - Description d’une variable quantitative 

Une variable quantitative est décrite par les valeurs qui prennent l’ensemble de n individus 

pour lesquels a été définis 

Exemple 

 

Pour résumer l’information d’une variable quantitative les indices les plus communes sont : 

O La moyenne. Définit par : 
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O La Variance : définit par  

 

O L’écart type : 

 

 

O Le Coefficient de détermination : 

R² = Var (estimés par l'équation de régression)/Var (totale) 

 

O Le Coefficient de corrélation : 

 

III.5 - Matrice de Corrélation 

Grande corrélation positive implique que si une variable augmente l’autre aussi augmente. 

Grande corrélation négative implique que si une variable augmente l’autre diminue et vice 

versa. 

Corrélation proche de 0 implique l’absence de relation entre les variables 
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III.5.1) Interprétation géométrique du coefficient de corrélation 

O Une variable x qui prend n valeurs peut être représenter comme un vecteur de R
n 
 

O Variables -colonnes 

 

O Théorème : 

Dans l’espace vectoriel des variables R
n le

 cosinus de l’angle entre 2 variables réduites er 

centrées est égale au coefficient de corrélation entres ses deux variables : 
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Chapitre 3  

Règles 

d’Association 
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IV) Les Règles d’Association Concepts Basiques 

 

 



29 
 

 

IV.1 - Règles d’association? 

O Ce sont des règles de type: 

O Si le client achète le lait alors  achète aussi le café 

O Notation: Si  lait   café 

O En général: Si antécédent  conséquent 

O Les règles d’association permet de: 

O trouver des combinaisons d’articles qui se produisent plus fréquemment dans 

une base de données transactionnelle 

O Mesurer la force et l’importance de ses combinaisons  

O Exemples? 
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IV.2 - Représentation des transactions 

O Nous pouvons représenter les transactions comme: 

O Liste 

O Représentation verticale 

O Représentation horizontale 

Une liste 

O Chaque ligne représente une transaction 

O Chaque ligne liste les items achetés par le consommateur 

O Les lignes peuvent avoir un numéro différent de colonnes 

Liste de Items 

 

IV.3 - Représentation verticale 

O Seulement deux colonnes 

O une colonne pour les numéros de la transaction (id) 

O Une colonne indiquant un item présent 

O La forme mas efficace pour stocker les données 
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IV.4 - Représentation horizontale 

O Les transactions se représentent avec une matrice binaire : 

O Chaque ligne de la matrice représente une transaction 

O Chaque colonne représente un article ou item 

O Si un item est présent dans une transaction sera représenté avec un 1 

O Si un item est absent sera représenté avec un 0 

 

 

IV.5 - Critères d’évaluation des règles d’association 

O Problème : 

O Agrawal (1994) découvre une méthode efficace pour trouver les règles 

O l'un des problèmes majeurs lorsque nous voulons traiter les règles 

d'association, c'est que nous pouvons trouver nombreuses (souvent trop) règles 

O Comment limiter le nombre des règles ? Comment rendre manipulable le 

processus de traitement postérieur ? 

O La réponse est dans les métriques que nous utilisons pour mesurer l’importance 

ou l’intérêt d’une règle. 
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IV.6 - Métriques : Critères d’évaluation des règles d’association 

O SUPPORT : un indicateur de « fiabilité » de la règle 

O CONFIANCE : un indicateur de « précision » de la règle 

O LIFT : Un indicateur de pertinence des règles 

      Dépasser le support et la confiance avec le         

        LIFT 

Support 

O Une règle donnée : « Si AB », le support de cette règle se définit comme le numéro 

de fois ou fréquence (relative) avec laquelle A et B figurent ensemble dans une base 

de données transactionnelle. 

O Support peut être défini individuellement pour les items, mais aussi peut être défini 

pour la règle 

O La première condition nous pouvons imposer  pour limiter le nombre de règles est 

d'avoir un support minimum 

O L’univers 1000 transaction 

O Support (ordinateur)=400 

O Support(ordinateur)= 400/1000 

                                        = 0.4 

Le support d’un ordinateur est la 

 probabilité d’apparition d’un  

 ordinateur dans une transaction 

 

O Support(imprimante)=50 

O Support(imprimante)=50/1000 

                                         =0.05 

P(imprimante)=0.05  
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O Support(Ordinateur et Imprimante)=40 

O Support(Ordinateur et Imprimante)=40/1000= 0.04 

O C’est la probabilité conjointe, 

P(Ordinateur et imprimante)=0.04 

Confiance 

O Une règle données « Si AB », la confiance de cette règle est le quotient du support 

de la règle et le support de l’antécédent  seulement. 

O Confiance (AB)=support(AB)/support(A) 

O Si le support mesure la fréquence, la confiance mesure la précision de la règle 

O En langage de probabilité, la confiance est la probabilité conditionnelle: 

     Confiance (AB)=P(B/A) 

« Bonne » règle = règle avec un support et une confiance élevée 

Règles d’association 

 

O La confiance(Imprimante Ordinateur)=? 

O La confiance(Ordinateur  Imprimante)=? 

La confiance(Imprimante Ordinateur)=Support(Imprimante Ordinateur) / support (Imprimante) 

=40/50=0.8 

La confiance(Ordinateur  Imprimante)=Support(Ordinateur  Imprimante) /support (Ordinateur) 

=40/400=0.1 
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LIFT 

 

Exercice 

O Calculer: 

O Support(pain) 

O Support(Jus d’orange) 

O Support(painjus d’orange) 

O Support(jus d’orangepain) 

O Confiance(pain jus d’orange) 

O Confiance(jus d’orangepain) 

Solution 

O Support(pain)=0.7 

O Support(Jus d’orange)=0.4 

O Support(painjus d’orange)=0.28 

O Support(jus d’orangepain)=0.28 

O Confiance(pain jus d’orange)=0.28/0.7=0.4 

O Confiance(jus d’orangepain)=0.28/0.4=0.7 

Lift 

O Est défini de la manière suivante: 

Lift(AB)=support(AB)/(support(A)*support(B) ) 

O Lift=1 ou très proche de 1 indique que la relation est produite au hasard 

O Lift supérieur à 1 traduit une corrélation positive de X et Y, et donc le caractère 

significatif de l'association 

O Lift<1 indique une relation réellement faible  
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O Malheureusement n’existe pas de valeurs  critiques pour déterminer c’est quoi « loin 

de 1 » ou au dessous de 1 

 

 

Lift 

O Lift(painJus d’orange)=Lift(jus d’orangepain)=1 

O Lift(Imprimateordinateur)=lift(ordinateurimprimante)=0.004/(0.4*0.05)=2.00 
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IV.7 - L’algorithme Apriori[Agrawal93] 

 

 

 

Exemple 
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Chapitre 4  

Clustering   
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V) Clustering (Segmentation) 

O Soient N instances de données à n attributs, 

O Trouver un partitionnement en k clusters (groupes) ayant un sens (Similitude) 

O Affectation automatique de “labels” aux clusters 

O k peut être donné, ou “découvert” 

O Plus difficile que la classification car les classes ne sont pas connues à l’avance (non 

supervisé) 

O Attributs 

O Numériques (distance bien définie) 

O Enumératifs ou mixtes (distance difficile à définir) 

V.1 - Qualité d’un clustering 

O Une bonne méthode de clustering produira des clusters d’excellente qualité avec :  

O Similarité importante  intra-classe  

O Similarité faible inter-classe  

O La qualité d’un clustering dépend de : 

O La mesure de similarité utilisée  

O L’implémentation de la mesure de similarité 

O La qualité d’une méthode de clustering est évaluée par son habilité à découvrir 

certains ou tous les “patterns” cachés  

V.2 - Objectifs du clustering 
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V.3 - Exemples d’applications 

O Marketing : segmentation du marché en découvrant des groupes de clients distincts à 

partir de bases de données d’achats.  

O Environnement : identification des zones terrestres similaires (en termes 

d’utilisation) dans une base de données d’observation de la terre.   

O Assurance:  identification de groupes d’assurés distincts associés à un nombre 

important de déclarations.  

O Planification de villes:  identification de groupes d’habitations suivant le type 

d’habitation, valeur, localisation géographique, … 

O Médecine:  Localisation de tumeurs dans le cerveau 

O Nuage de points du cerveau fournis par le neurologue 

O Identification des points définissant une tumeur 

V.4 - Méthodes de Clustering 

O Méthode de partitionnement(K-Means) 

O Méthodes hiérarchiques (par agglomération)  

O Méthode des voisinages denses 

O Caractéristique: 

O Apprentissage non supervisé (classes inconnues) 

O Toutes les variables ont le même statut 

O Pas de variable dépendante (prédictive) 

O Pb: interprétation des clusters identifiés 

Méthode K-means 

O K-Means est une méthode clustering 

O Les observations d’un groupe doivent être similaires aux autres observations du 

groupe, mais … 

O Doivent être différentes des observations de autres groupes. 

Concepts basiques de K-Means 

O techniquement, nous voulons maximiser la variation inter-cluster et minimiser la 

variation intra-cluster 

O Exemple: 

O Nous avons des données des âges et revenus  pour un groupe de 

consommateurs. 



43 
 

O La question? Existe-ils des groupes de consommateurs avec des 

caractéristiques similaires dans cette base de données? 

O Dans cet exemple simple avec deux variables nous pouvons représenter 

graphiquement les données 

Combien de groupes? 

 

 

Distance 

O «Observations similaires » 

O «  des observations que son proches» 

O Ça veut dire quoi proche? 

O Nous avons besoin du concept de la distance pour pouvoir parler de proche et 

loin 

 

 

Distance 

O Nous pouvons utiliser la mesure que nous avons apprise en primaire (théorème de 

Pythagore) 
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O Techniquement connue comme distance euclidienne. 

O La distance entre le point X1(2,2) et le point x2(6,8) égale à 

 

 

O En général, la distance euclidienne est définie pour deux vecteurs de p dimensions 

(variables) 

 

O Pour les variables continues on va utiliser cette distance (existe d’autres distances) 

L’algorithme K-Means 

O K-Means 

O Cette méthode suppose que nous connaissons le numéro de groupes(clusters) 

O Donc la méthode trouve la « meilleure » affectation de points aux 

différents groupes (clusters)  

O « la meilleure »  dans le sens de maximiser la distance inter-clusters et 

minimiser la distance intra-cluster 

Algorithme 

O Décider le numéro (#) de clusters. Notons k à ce numéro 

O Une méthode possible d’initialisation: prendre K observations aléatoirement  des 

données. Ces observations  se deviennent les K centres initiaux c1,c2,…,ck. 

O Pour chaque N-K observations restantes, calculons les distance entre l’observation 

correspondante et chacun des centres 

O Chaque observation est alors affectée au centre le plus proche 

O À la fin de l’affectation des observations nous aurons K groupes d’observations. 

O Pour chacun de ces groupes, Nous calculons les nouveaux centres. Le centre est un 

vecteur des moyennes pour toutes les variables utilisées par les observations au sein de 

chaque groupe. 

O Répéter le processus …. 

O jusqu'à ce qu'il n'y ai plus de réaffectation 
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Exemple 

 

 

Attention ! 

O Pas de garantie que l’algorithme trouve la solution optimale 

O Une mauvaise sélection initiale des centres peut conduire à un groupement pauvre  

O Recommandation: Exécuter l’algorithme plusieurs fois  avec des points différents.  

O K-means, comme n’importe quel algorithme qui se calcule à base des distances, peut 

être affecté par les unités de mesure des variables 

O Les variables mesurées en grandes unités dominent la construction des clusters 
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O Recommandation: Standardiser les variables avant de commencer la recherche des 

clusters. 

Avantages de K-Means 

O Rapidité, peut être appliqué à des bases données relativement grandes 

O Economique de point de vue stockage de données (stoker les K centres) 

Inconvénients K-means 

O Suppose la connaissance de K (en réalité jamais connu) 

O Sensible à la présence des observations extrêmes 
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Chapitre 5  

Classification   
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VI) Classification Datamining: Méthodes prédictives 
VI.1 - Arbre de décision méthode de classification 

 

VI.1.1) Processus de Classification (2): Prédiction 

 



50 
 

 

 

quelles sont les variables à utiliser et dans quel ordre? Quel critère utilisé pour sélectionner la 

«meilleure» division? 

Les mesures d'impureté suivantes seront utilisées: l’erreur de classification, l’indice de GINI 

et l’entropie, pour cela se définie la probabilité: 

p(j/t) =la probabilité d’appartenance à la classe « j » étant dans le Nœud t. 

Souvent notée par pj 

Question #2: l’erreur de classification, l’indice de Gini et l’entropie seront utilisés 

O Erreur de classification: 

 

O Indice de Gini 
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O Entropie:  
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VI.2 - Classification Réseaux de Neurones 

 

La sortie Y est 1 si au moins 2 de 3 entrés sont égales à 1 
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O Un réseau de neurones est composé de plusieurs neurones interconnectés. Un poids est 

associé à chaque arc. A chaque neurone on associe une valeur 

O Le Nœud de sortie est la somme pondérée des valeurs de sorties des neurones 

O Comparer le nœud de sortie avec un seuil t                        
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VI.3 - Structure d’un Réseau de Neurones 

 

VI.3.1) Algorithme d’apprentissage 

O Initialiser les poids (w1,w2,…,wk) 

O Ajuster les poids de sorte que la sortie du réseau de neurones soit en accord avec les 

étiquettes des classes d’entrainement. 

O Fonction objective: 

 

O Trouver les poids w’i qui minimise la fonction objective antérieure (erreur 

quadratique) 

O Un critère d'arrêt doit être défini 

O Exemple: Backpropagation 
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Chapitre 6  

Régression 

  



60 
 

 

VII) Régression 
VII.1 - Régression Linéaire simple 

O Nous  poursuivons deux objectifs: 

1. Etablir s’il y a une relation/corrélation entre deux variable 

O Existe –elle une relation statistique significative entre la consommation 

et le revenu?  

2. Prédire des nouvelles observations 

O Combien seront les ventes d’un produit dans les prochaines 4 mois ?  

Régression simple 

O Supposons que nous avons deux types de variables 

O Une variable dépendante Y  que nous voulons expliquer ou prédire.   

O Une variable indépendante X que explique la variable Y. 

O On va supposer que les deux variable sont connectées à travers une équation linéaire. 

Une équation linéaire Y=b+aX 

 

 

L’équation de régression complète 
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O Y=b+a*X+ε 

O Exemple: 

O Nous avons les données de 40 familles sur la consommation d’un produit 

donnée (nourriture par exemple) 

O Nous avons aussi les données sur le revenu de ces familles 

 

Interprétation des Coefficients 

O Coefficient de la constante: 

O Le 49.1334 signifie le niveau de consommation d’une famille avec un niveau 

de revenu=0. 

O constante n'a pas toujours une interprétation intuitive. 

O c'est clair parce que  pas toujours un sens de parler d'une situation dans laquelle 

la variable indépendante est égale à zéro. 

O Coefficient a (pente): 

O Le 0.852537 signifie que quand le revenu augmente d’une unité (un 

dollar par exemple) la consommation augmente 85 centimes de dollar. 

O Si je donne un dollar de plus à une famille sa consommation va 

augmenter 85 centimes de dollar le reste sera économiser ou achat 

d’autre produit. 

O Mesure la sensibilité de la variable dépendante Y à un changement un. 
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VII.1.1) Prévision avec la régression linéaire simple 

O maintenant une nouvelle famille apparaît (numéro 41) 

O Nous avons l’information sur son revenu mais pas sur sa consommation. 

O Son niveau de revenu est 100 

O Pouvons prédire combien va consommer cette famille en utilisant la régression 

estimée? 

Premier essai 

O On va remplacer la valeur du revenu=100 dans l’équation estimée: 

Consommation=49.1334+0.852736*revenu+ ε 

Consommation=49.1334+0.852736*100+0 

                                 =134.407 

O Il s'agit d'une estimation ponctuelle (ponctuelle de point) 

O Mais … 
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Deuxième Essai 

O Nous voulions construire un prévisionnel qui tient compte de la variabilité qui existe 

autour de la ligne de régression. 

O Nous voulions au lieu d’un point un ensemble de valeurs possibles. 

O Nous voulions pouvoir assigner un degré de confiance à de prévisionnel. 

O Par exemple, nous voulions un prévisionnel (pronostique) avec un niveau de confiance 

de 95% 

O Comment faire pour construire un intervalle de confiance pour ce pronostique (un de 

95% de confiance) 

O Facile: 

     Le rang prévisionnel =pronostique ponctuel+/- 2*e.s.r 

(e.s.r erreur  type de la régresion) 

 

O Dans notre cas, notre intervalle pour le pronostique sera : 

O    134. 4077+(-) 2*3.732059 

O [126.94, 141.87] 

O Ce pronostique est meilleur que le ponctuel de 134.4077 

O Toujours quand je demande un pronostique je veux dire un pronostique pour rang. 
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Existe-elle une relation entre la consommation et le revenu? 

O A partir de l’équation Consommation=49.1334+0.852736*revenu 

Il semble que la réponse doit être si 

O Cependant, nous nous précipitons un peu dans cette confirmation 

O Nous devons prendre en considération que cette régression a été générée à partir d’un 

échantillon d’une population que nous intéresse. 

O Où il y a des échantillons impliqués existe toujours une variabilité 

Intervalles de confiance 

O Si nous travaillons avec des échantillons, toujours nous aurons besoins d’une bonde de 

confiance autour de nos valeurs estimées des coefficients d’une régression. 

O Ces bondes sont les intervalles de confiance 

O Les intervalles de confiance sont toujours associées a un niveau de confiance 

(typiquement 95%) 

VII.1.2) Comment construire un intervalle de confiance? 

O Un intervalle de confiance de 95% pour un coefficient d’une régression (soit la 

constante ou la pente) se construit en sommant/restant à notre estimation de ce 

coefficient, 2 erreurs standards de ce coefficient. 

O Ces erreurs standards on peut les retrouver dans le fichier de sortie des application 

statistiques à coté des coefficients respectivement. 

Intervalles de confiance 
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O Intervalle de confiance pour la pente de la régression de notre exemple est donné par:  

     0.852736+/-2*0.0506320 

[0.7514,0.9540] 

Toutes les valeurs de cet intervalle de pente sont cohérentes avec ce jeu de données. 

O Comment utiliser un intervalle de confiance pour décider si la relation entre la variable 

(consommation et revenu) est statistiquement significative (à 95%) ? 

O  nous vérifions si la valeur de 0 est contenue dans cet intervalle 

O Règle : 

O Si le 0 n’est pas contenu, la relation est statistiquement significative 

O Si le 0 est contenu, ne nous pouvons pas rejeter l’hypothèse que n’existe pas 

une la relation est statistiquement significative 

O 9a veut dire quoi une pente de 0 ? 

O Y=b+a*X signifie que X pas d’impact sur Y (donc pas de relation entre X et 

Y) 

O Si 0 est dans l’intervalle, les données sont cohérente avec l’hypothèse « pas de relation 

entre X et Y » 

O Nous voulons rejeter cette hypothèse alternative (qui dit le contraire : existe une 

relation) 

O Dans notre exemple l’intervalle [0.7514,0.9540] exclus le 0. Donc existe une relation. 

Autre Règle 

O Existe une autre règle (plus facile, mais moins intuitive) pour voir si il existe une 

relation statistiquement significative entre Y et X. 

O Nous vérifions le p-value 



66 
 

 

O Règle : Pour déterminer s’il existe une relation statistiquement significative entre la 

consommation et le revenue (à 95% de confiance) nous vérifions si la valeur-p de la 

pente est inférieure de 5% (ou 0.05). 

O Si elle est supérieure à 0.05 nous ne pouvons pas rejeter l’hypothèse qu’il n’est pas de 

relation (95% de confiance) 

O Notre Exemple : 

O La p-value de la pente est 3.24e- 19 0.000000000000000000324<0.05  la relation 

est statistiquement significative 

VII.2 - Régression linéaire multiple 

Sélection de variables 

O Dans cette session on va discuter deux stratégies de sélection de modèle d’analyse de 

régression. 

O La première est basée sur la relation que existe entre la variable dépendante et 

chacune des variables indépendantes. 

O La deuxième est basée sur la contribution de chaque variable dans la prédiction 

de la variable dépendante. 
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Première stratégie 

O Populaire 

O Consiste à éliminer les variables indépendantes que ne sont pas 

statistiquement significative 

O Si le niveau critique de signification est de 5%, cela équivalent à éliminer 

toutes les variables avec p-value supérieures à 5% 

O Le résultat une régression propre 

 

 

O Eliminer un par un et recalculer p-value (dans cas acceleration)   

O Horsepower mnt <0.05 par contre Cylinders encore >0.05  elimination de cylinders 

mais de Horsepower  
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O Toutes les variables avec p-value<0.05 

 

Le problème de cette stratégie est que le critère de sélection est strictement strict. 

Parfois en utilisant cette stratégie nous éliminons des informations pour pronostiquer la 

variable dépendante. 

La définition de « statistiquement significative » est arbitraire. Personne ne peut confirmer 

qu’une p-value de 0.049 est beaucoup meilleure que 0.051. 

Comment mesurer quand une variable contribue pour faire de bon pronostique ? 

Nous pouvons utiliser le R-quadratique? 

O Un premier candidat pour sélectionner des variables quand le pronostique nous 

intéresse est le R-quadratique 

O Après tout nous disons que le R-quadratique mesure la qualité d’ajustement. 

O Plus de qualité  d’ajustement  la prévision est meilleur? 

Problèmes avec R-quadratique 

O Le R-quadratique toujours augmente en ajoutant de nouvelle variable dans la 

régression 

O Augmente aussi quand la variable ajouter est absurde 

O Si nous utilisons ce critère toujours on va sélectionner le modèle avec plus de variable. 

Réparation de R-quadratique 

O Nous pouvons définir un nouveau 

   R-Quadratique qui seulement augmente quand la contribution est importante. Cette version 

s’appelle R-Quadratique ajusté 
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O Nous pouvons penser que c’est une fonction de R-Quadratique et du numéro de 

variables de la régression 

O R-Quadratique ajusté =f(R-Quadratique,K) 

O R-Quadratique ajusté seulement augmente quand la contribution de la variable est 

suffisamment grande. 

 

 

Modèle final, Stratégie 2 

O Le Modèle final est le modèle que maximise le R-Quadratique ajusté 

O Ce modèle inclus cylinders, displacement, horsepower, weight, modelyear, origin 
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VII.3 - Régression logistique 

Variables dépendantes binaires 

O Dans la session antérieure nous avons expliqué comment faire face à des variables 

quantitatives dépendantes. 

O Mnt, analysons le cas ou la variable dépendante est binaire. 

O Exemple : Acceptation d’un crédit (banque) 

codification 

O La codification des variables sera identique 

O Affectons 1 et 0 pour la présence ou l’absence d’une condition. 

O Y est une variable binaire 

Exemple 

O Nous avons accès à un échantillon aléatoire de 1000 consommateurs dans une ville V. 

O Imaginez que nous somme entrain d’étudier la décision d’inscription ou non à une 

revue. 

O Nous voulons expliquer cette décision comme une fonction de l'Age du consommateur 

Définitions 

O Subscribe est la variable dépendante. Égale à 1 si le consommateur d’inscrit et 0 sinon. 

O Age est la variable indépendante  

Régression linaire 

Subcribe=b+a*Age 

 

O Subscribe=-1.70+0.064*Age 

O Interprétation : p=-1.70+0.0064*Age   (p la probabilité d’inscription) 

O Interprétation de la pente est triviale : pour chaque année d'Age de plus la probabilité 

d’inscription augmente par 6,4% 
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problème 

O Les problèmes cette équation surviennent lorsque nous essayons de faire des 

prévisions avec elle. 

O La probabilité d’une personne de 35 ans s’inscrit dans la revue? 

O P=-1.70+0.064*35=0.35 (pas de problème) 

O Et de 25 ans? De 45 ans? 

O Vérifier que -0.10 et 1, 20 

 

Solution 

O Changer la spécification 

O Les valeurs de p doivent  être dans [0,1] 

O P=f(Age) 

O Nous aurons besoin de deux choses: 

O f positive 

O f<=1 

O f est une fonction non linéaire 

O Positive peut être exponentielle 

O P=exp(b+a*Age) 

O F<=1 doit être p=exp(b+a*Age)/(1+exp(b+a*Age)) 

O Bye bye la linéarité 

O Ln(p/(1-p))=b+a*Age 
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O Il se peut que la probabilité n'est pas une fonction linéaire de l'âge, mais une simple 

transformation de celui-ci 

O C’est l’équation de la régression logistique 

 

Régression logistique 

O L’équation est: 

O Ln(p/(1-p))=-26.52+0.78*Age 

O Exprimer en terme de probabilité 

O p=exp(-26.52+0.78*Age)/((1+exp(26.52+0.78*Age) 

 

 

Interprétation des coefficients et prévisions 

O Nous avons expliqué pq nous n’avons  pas utiliser la régression linéaire avec une 

variable dépendante est binaire  

O Au  lieu de régression linéaire on parle de régression logistique 
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O Ln(p/(1-p))=26.52+0.78*Age 

O Si on pose y*=ln(p/(1-p)) 

O Y*=26.52+0.78*Age 

O cela ressemble à une régression linéaire commune et courante.  

 

O L’erreur standard =0.0535 

O Dans l’intervalle de confiance de coefficient de l’age est 0.7810+/-2*0.0535 

O Le 0 est exclus statistiquement significative 

O Nous pouvons vérifier le p-value (beaucoup de logiciel ne fournissent cette  valeurs) 

Quel changement? 

O C’est quoi 0.78 dans l’équation? 

O Ln(p/(1-p))=26.52+0.78*Age 

O Pour chaque année additionnelle, Ln(p/(1-p)) augmente 0.78 unité … 

O Mais c’est quoi Ln(p/(1-p)), pour cela utiliser Excel pour trouver p. 

Régression logistique multiple 

Le même principe que la régression linéaire multiple 
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